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Program

e Hvorfor beskeaeftige sig med kunstig intelligens og overvagning i
matematik?

e Hvad er maskinlaering?

e Teknisk workshop maskinlaering med Orange - hvordan ggr man?
Eksempler pa matematiske begreber der kan komme i spil?

---pause---

e Sp@rgsmal og refleksioner (kort)

® Eksempel pa et undervisningsforlgb om ansigtsgenkendelse 20 min

e Diskussion ved bordene ogi plenum
O Hvad var sjovt, sveert og relevant?
O hvad tager vi med videre?
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Hvorfor beskeaeftige sig med kunstig intelligens |
matematikundervisning?

Det fylder i elevernes liv, skole og fremtidige virke
Det er modellering og statistik

Det er blackboxing og whiteboxing

Andre grunde?
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Hybrid intelligens - Tre retninger

Der er tre forskellige retninger inden for forskning i Al og uddannelse (fra
Sanna Javela):

 Anvendelsesorienteret Al Veerktgjer som ChatGPT kan hjeelpe med
rutineopgaver sasom at opsummere information og rette tekst.

Al til kognitiv udvikling: Al-modeller kan understgtte elever i at udvikle
og a&ndre deres teenkning.

* Forskning i hybrid intelligens: Udvikler intelligente systemer, der styrker
menneskelig intelligens i stedet for at erstatte den, og som giver elever
mulighed for egne intellektuelle anstrengelser frem for at mindske dem.

* Man kunne tilfgje Viden om Al og det er det vi gor i dag.



Overvagning og kunstig intelligens
— matematiske perspektiver
| Machine learning

Mette Machholm

Espergeerde Gymnasium og HF

Dataekspeditioner



Overordnet problematik

DNA indeholder koderne for, hvordan vi
kommer til at udvikle os og se ud.

Ansigtsgenkendelse via Machine
Learning gar det muligt at spore
mennesker pa nettet og IRL.

Er det sa overhovedet muligt at
anonymisere DNA?



Vi starter med Pythagoras




Hvad skal vi?

* Kortintro til Machine Learning
* Afprave Orange — lave en simpel ML-model i Orange
* Flere matematiske perspektiver pa Machine Learning



ML-model: kNN — k neermeste naboer

(2)
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ACx,, y1)
B(x,, )

»(1)
Afstand ‘AB| mellem to punkter
A(x,) og B(x,,,)

Afstand mellem 2 punkter

iy |AB| = \/(xz —x1)% + (y; — y1)?

Hajde



Machine Learning

Regression i
matematikprogram

// Treeningsdata




Machine Learning

Regression i | |
matematikprogram Machine Learning

Treener modellen
med data:

e Tekst
e Tal
* Billeder

0 20 40 60 80 100 120 140

Forudser for nye data
X =85



Hoejde Skostoerrelse Koen

Fagbegreber i Machine Learning
* Treeningsdata pe -
* Valg | sl

og treening af Machine Learning model 174 40 K
* Testdata — nyt seet tilsvarende data 180 a2 K
* Test af den treenede model 174 @M
* Anvendelse af Machine Learning o alu

modellen pa nye tilfeelde b “m

NB: supervised learning I
—treening pa data med kendte mal



Nu skal | lave jeres farste
Machine Learning model | Orange
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Select Columns (1) Predictions (1)


https://kortlink.dk/2s74b

kortlink.dk/2s7/74b

Dataekspeditioner.dk

Dataekspeditioner

Undervisningsforlgb
Machine learning og bioinformatik



https://kortlink.dk/2s74b
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Machine Learning | Orange:
Veelge/hente data og undersgg

CSV File Import
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Machine Learning | Orange:
Veelg mal for forudsigelse (her: mand / kvinde)
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Machine Learning | Orange:
Veelg ML-model (her: kKNN)

/
|
/
.
)
V

\ o
CSV File Import | %

\ O
Select Columns %

Kvinde

Kvinde

O kNN

Name

KNN

Neighbors

Number of neighbors:

Heide

<>

Metric: Gclidean

~
v

Weight: Uniform

OOOOO



Machine Learning | Orange:
Test den treenede ML-model
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Nu skal | lave jeres farste
Machine Learning model | Orange
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Test den traenede

@) ® Predictions (1)
Show probabilities for  Classes known to the model
kNN Hgjde Skostgrrelse Ken
M L d l 1 0.20:0.80 » Mand 178 43 Mand
-M O e 2 1.00:0.00 - Kvinde 164 37 Kvinde
3 0.20:0.80 » Mand 185 43 Kvinde
4 0.00:1.00 » Mand 200 a7 Mand
5 0.80:0.20 > Kvinde 172 38 Kvinde
6 0.20:0.80 > Mand 184 43 Mand
7 0.00:1.00 > Mand 188 46 Mand
8 1.00:0.00 > Kvinde 162 37 Kvinde
9 0.00:1.00 > Mand 186 46 Mand
Treeningsdata 2 . 10 0.20 : 0.80 > Mand 178 44 Mand
cov FieImport T 11 0.00:1.00 - Mand 188 46
Sel;‘ct . \e 12 0.80:0.20 - Kvinde 172 39 Kvinde
Testdata o

\
Data
CSV File Import (1)
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kNN — k neermeste naboer

Afstand mellem 2 punkter

Ox |AB| = \/(xz —x1)% + (y2 — ¥1)°

* Beregningstung model
* alle afstande skal beregnes
for hver ny forudsigelse
* White Box model
» optimerer pa blandt andet
| antallet af naboer k
* senere: normalisering af data




1.2.4 Valg af Machine Learning model

Udtrykket Machine Learning deekker over mange forskellige modeller.
Nogle modeller er gode til at genkende ting pa billeder, andre egner sig til at
forudse, om vi vil veelge en film, klikke pa en nyhed, eller forudse vores kan.

Modellen k-Nearest-Neighbors (kNN) er ofte god til at klassificere ting,
nar man kender nogle numeriske egenskaber for tingene.

Support Vector Machine (SVM) og Decision Tree (Tree) er andre modeller, som
ogsa kan bruges til at klassificere ting. Neurale Netveerk er en ML-model, som
ofte bruges til at genkende billeder eller tolke handskrift.



SVM - support vector machine

Punkters placering i forhold til linje

46| o
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SVM - support vector machine

Afstand = -1.22 2
Afstand = 3.27 5




Matematik ] Undervisningsforlgb

Machine learning og bioinformatik
m

Forudsige kan * Grafisk preesentation af data * Normalfordelingen:
ud fra hgjde og skostgarrelse * Afstand mellem to punkter Normalisering af data
* kNN og SVM-modellerne * Afstand fra punkt til linje » |kke-euclidske afstandsmal

* Treenings- og testdata
e OQOutput: Kategori - kan



Konfidensinterval
for haeldning

Konfidens interval for haeldningen
testLin(Validation,a=1)

Koefficient
Standardfejl
t-stat
p-vardi

Nedre 95.00%
Avre 95.00%
Frihedsgrader

a
0.99255
0.01821

-0.40888
0.68352
0.95642
1.02869

98

Liner regression
y =0.99255x + 0.13854.

Forklaringsgrad R* = 0.96807
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Residualspredning

Opgave
Radgiv politiet vha. jeres model

* Bestem spredning i den bedste
udgave af din ML-model.

* Angiv et aldersinterval for en
person, hvor din ML-model
forudser en alder pa 25 ar

residual

- 54
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Residualspredning s = 3.82719736462486
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Hvad er Al-matematik? Det er al den spasndende matematik, som ligger bag
kunstig intelligens!

Pa denne side kan du lzere, hvordan gymnasiematematikken bruges i en
masse former for kunstig intelligens. Til gengzeld kan du ikke laere, hvordan
du far en kunstig intelligens til at lase dine matematikopgaver!

Forskellige undervisningsforlab til Noter om diverse Al relaterede
matematik i gymnasiet, som emner.

inddrager Al. Der findes forleb til

bade A-, B- og C-niveau.

Idéer til hvordan Al kan inddrages Idéer til hvordan Al kan inddrages
i SRO. iSRP.

Almat.dk



https://aimat.dk/srp.html

* SRP’er med matematik og andre fag

Biologi og matematik

A\i | Diagnosticering af sygdomme

#A\: Diabetestypell og logistisk regression



Oplaeg Mikkel Rgnne



Ansigtsgenkendelse

Matematik og teknologi




Ansigtsgenkendelse er den virkelige 'Big Brother'

Hvornar kreditsystemet bliver en del af alle kineseres hverdag er stadig uvist.

- Det er aldrig rigtigt kommet op at ringe. Flere steder er det stadig en slags
kreditvurdering.

Det siger Philip Khokhar, der er DR's korrespondent i Asien.

Politiet fir gront lys til ansigtsgenkendelse

t systemet muligvis bliver skruet op om nogle ar, nar
5. september 2024

1gere har myndighedernes hgjeste prioritet.
Regeringen er enig med SF, Danmarksdemokraterne, Det Konservative Folkeparti og Dansk
Folkeparti om at give politiet gget mulighed for at implementere ansigtsgenkendelsesteknologi i
efterforskningen. | ferste omgang vil politiet fa mulighed for at bruge ansigtsgenkendelse i
efterforskningen af sager om blandt andet alvorlig personfarlig kriminalitet som drab, grov vold
og voldtaegt.

Politiets brug af

o A e, T pALLETOD ansigtsgenkendelse

70 pct. af danskerne kraever klare regler, databeskyttelse og gennemsigtighed
om anvendelsen som betingelser for opbakningen. 9. februar 2024

| ny analyse gennemgar Institut for Menneskerettigheder,
hvordan brugen af ansigtsgenkendelse griber ind i retten til
privatliv og databeskyttelse, og anbefaler, at det kun bruges
med klar og pracis hjemmel i politi- og retsplejelov.

Mikkel Rgnne - Gefion Gymnasium



Hvad skal vi finde ud af?

e Kan man ved simple matematiske metoder
skelne mellem ansigter?

e Hvilke dele af ansigtet er fordelagtige at

bruge i ansigtsgenkendelse?

e Hvilke udfordringer er derivirkelighedens
ansigtsgenkendelser?

e Hvordan virker den nuveerende teknologi?

e Hvilke etiske dilemmaer er der med
ansigtsgenkendelse.

Mikkel Rgnne - Gefion Gymnasium



Modul 1 - Aktivitet 1 (10 min)

Kig pa ovennaevnte ansigter.

Diskuter hvilke afstande i ansigtet, dervil veere gode til
at genkende ansigter ud fra.

Skriv jeres forslag ned.

Hvordan sikrer vi os, at ansigter i forskellige
proportioner (starrelser) genkendes ens?

Modul 1 - Aktivitet 2 (20 min)

Opsamling fra den tidligere aktivitet.

Med udgangspunkt i elevernes feedback opmales
ansigterne pa billedet (vises via projektor)

Forholdene for proportionerne udregnes og plottesii et
koordinatsystem for de to ansigter.

Mikkel Rgnne - Gefion Gymnasium



Modul 1 - Aktivitet 3.

Emoji-gvelse. (40 min)

| denne gvelse far | udleveret et billede af en raekke simple ansigter, som vi her kalder emoji-ansigter. Formalet med gvelsen er dels at udvaelge en raekke
karakteristiske stgrrelser i ansigtet, dels skal der méske udveelges nogle forhold mellem disse starrelser. Efterfalgende skall undersgge, i hvor hgj grad
ansigterne kan skelnes fra hinanden.

Til sidst i aktiviteten udvaelger leereren et tilfeeldigt ansigt, som | far nogle oplysninger om. Her skal | se om | kan genkende ansigtet ud fra jeres egen
undersggelse.

Derudleveres et starre ark, og | far udleveret en lineal til maling.

Mikkel Rgnne - Gefion Gymnasium
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Mikkel Ranne - Gefion Gymnasium
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Modul 2
| dette modul skal | tage udgangspunkt i rigtige menneskelignende
ansigter.

Aktivitet 1. Brug af Geogebra
10-15 min. Kreever, at eleverne har installeret programmet (lektie).

Introduktion til Geogebra til opmaling af ansigter.

e Hvordan saettes billeder ind i Geogebra?

e Hvordan afsaettes punkter og males leengder?

e Hvordan opmalesvikler?

e Hvordan gemmer man Geogbra dokumenter (.ggb) pa sin computer?

Aktivitet 2. Rigtige ansigter. (30-40 min)
Der udleveres 6 forskellige ansigter i form af billede-filer.

Grupperne og klassen méa gerne tage udgangspunkti deres egne ansigter, hvis alle erindforstaet
med dette. Ansigterne der anvendes, skal veeret fotograferet face-on.

Med udgangspunkt i de udleverede ansigter, fortseetter eleverne med at arbejde med at finde de
bedste stagrrelser til at identificerer ansigter.

Mikkel Rgnne - Gefion Gymnasium



M Od Ul 3 — Facial landmarks — arbejde pa projekt

B8 | dette modul skal | prgve jeres billedmateriale af pa en model til ansigtsgenkendelse, som rent faktisk bruges "i virkeligheden”, en sakaldt Facial Landmarks-model.

Aktivitet 1: Praesentation af Facial Landmarks (15 min.)

Introduktion til modellen: @ PowerPoint

« | far farst en helt grundlzeggende introduktion til Facial Landmarks.

« Dernaest diskuterer | nedenstaende spgrgsmal i gruppen.
| kan med fordel kopiere spargsmalene ind i et Microsoft Word-dokument - eller Google Docs, sa | kan vende tilbage til svarene senere.

Forstaelsesspgrgsmal:
1. Hvad forstar man ved "facial landmarks"?
2. Hvilke data bygger modellen pa?

3. Huvilke to grundkomponenter bestar denne tilgang af?

4. Man kunne formulere den sidste grundkomponent i en raekke trin - hvilke?

Mikkel Rgnne - Gefion Gymnasium



Aktivitet 2: Afprevning pa eget billeddata (30 min.)
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| skal arbejde undersaggende ...

| felgende @ Colab-notebook skal | nu til selv at eksperimentere med teknologien.
Overvej farst med sidemakkeren, hvorvidt "ideal-ansigtet” (gengivet til venstre), som
Facial Landmarks-modellen arbejder pa baggrund af, stemmer overens med jeres
intuitioner - og jeres arbejde fra de to foregdende moduler?

For at komme i gang skal | bruge noget af billedmaterialet fra sidst. Hvis ikke | har
disse billeder liggende pa computeren, sa tag gerne nogle screenshots fra
undervisningsmaterialet. Gem disse billeder et sted, hvor | let kan finde dem igen.
Felg anvisningerne til at lave mapper og importere filer i Google Colab gverst oppe
pa denne side (pkt. "Vaerktajskasse").

Prav nu felgende:

* Prgv at eendre i linjerne 22-24 (og tilsvarende for linjerne 31-33) i funktionen
extract_features(). Kan | fa modellen til at finde fx afstanden mellem

underlzebe og hagespids? Hvor ngjagtig er den? Forsgg jer ogsa med andre
afstande.

¢ Upload to billeder af samme person fra gruppen, men hvor vedkommende
forseger at se sa forskellig ud som muligt. Billederne skal begge ligge i mappen
test under billeddata. | skal dernzsest indtaste filnavnet pa ét af disse billeder
mellem parenteserne i reference_image = "..." (s@g evt. pa reference_image
vha. eller (SNEH) - Kan modellen finde personen? Kan | snyde
den? Hvem ligner jer egentlig mindst ud af alle blandt test-billederne - og
hvorfor mon? Hvilken matematisk formel bliver i gvrigt brugt til at male lighed?

Mikkel Rgnne - Gefion Gymnasium



M O d U l 4 — Virkelighedens ansigtsgenkendelse — Neurale netveerk -+ projektarbejde

B8 | dette modul stifter | bekendtskab med en mere avanceret model. Det er teknologi som denne, der ligger til grund for politiet veerktgjer, og som allerede er implementeret
pa fodboldstadions rundt omkring i landet.

Aktivitet 1: Praesentation af nyeste teknologi - CNN (15 min.) A

Aktivitet 2: Brug CNN til ansigtsgenkendelse (30 min.)

Feature maps: (D

Billede sominput  Sakaldte "feature maps” Pooling "vindue” nu som vektor .

/ O~ O

/ B U E

/" Resultataf Feature maps 9, (-:-} @)

—_ /\ pooling o (k= (")

I__’T T~ Resultat ~ p :‘-) ()¢ =

TR . afpooling \{ o ()

- D\i\i ) O

M, | o 3 =

| E —_—ee LV) — (14 ’)

— Filter Pooling Pooling
Vektorisering Output
Input lag "Convolutional” lag "Convolutional” lag Fuldt forbundet lag:
samtlige neuroner i
foregéende lag er
" . - forbundne til alle neuroner
Introduktion til modellen: & PowerPoint i dette lag...

| skal igen bruge jeres billedmateriale fra Modul 3 (Aktivitet 2) — og importere dette, ligesom | har gjort tidligere. Ker CNN-modellen pa materialet, og overvej undervejs

| far fgrst en helt grundlzeggende introduktion til Convolutional Neural Networks. falgende:

» Dernzest diskuterer | nedenstadende spargsmal i gruppen.

N N « hvor praecis er modellen (... i forhold til sidste gang)?
| kan med fordel kopiere spargsmalene ind i et Microsoft Word-dokument eller Google Docs, sa | kan vende 1

« hvad "ser” modellen, hvad er den mao. opmasrksom pé ved hvert lag?

« er de enkelte filtre (eng. kernels) forstaelige - giver de mening?

Mikkel Rgnne - Gefion Gymnasium
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Plenumdiskussion (forslag til mere etisk diskussion).
Pa Gefion mader vi falgende forslag:

| undervisningen i den normale dagligdag bruger leereren tid péa at registrere fraveer.

Dette sker bade i starten af timen, men der bruges ogsa senere tid pa, hvis folk kommer for sent, eller hvis eleverne
garunder timen, hvis de f.eks. skal til keretime eller tandlaegen.

Vi foreslar derfor bl.a. for at spare leerernes tid, at vi seetter kameraer op i alle klasselokaler, ca. 4 stk. i hver klasse.
Kameraerne skal tracke eleverne realtime. Data gemmes pé en lokal server. Den automatiske ansigtsgenkendelse
har tilknyttet en softwarelgsning, hvor elevernes fraveer automatisk bliver opdateret. Elever, der under timen forlader
klassen vil via softwaren automatisk fa justere deres fraveer. Det skal selvfglgelig veeret muligt at sla automatikken
fra, hvis eleverne f.eks. skal ud af huset og pa ekskursion.

Taligrupperne om:
1) Hovilke fordele ser | ved ovennaevnte forslag og var der andre ting man med fordel kunne bruge face-tracking til pa
Gefion?

2) Hvilke ulemper ser | ved ovennavnte lgsning?

3) Vil dette system kunne misbruges pa en eller anden made?

4) Hvordan ville man evt. kunne sikre sig at systemet ikke blev misbrugt?

5) Hvor langtid vil det veere etiske forsvarligt at gemme face-tracking data?

6) Ville detveere ok at kreeve at elevernes hoved skulle veere synligt til enhver tid i klasselokalet?

Mikkel Rgnne - Gefion Gymnasium



Link til EMU’en

https://emu.dk/stx/matematik/det-innovative/matematik-
og-innovation-i-undervisningen

Mikkel Rgnne - Gefion Gymnasium
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